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Plan dzisiejszego wyktadu:

o Woprowadzenie
@ Ranking - Model Wektorowy

e Ewaluacja Systeméw Wyszukiwawczych

@ Podsumowanie Wyktadu
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Klasyczny tekstowy system IR (tzw. “boolowski")

Zasada dziatania (przypomnienie):

e Mamy korpus dokumentéw tekstowych D.

e Mamy zapytanie boole’owskie q traktowane jako zbiér albo lista stéw
kluczowych.

@ System ma zwréci¢ dokumenty z D odpowiadajace zapytaniu q.

Istotne jest to, ze zwraca sie wszystkie i tylko te dokumenty, ktére
doktadnie pasuja do zapytania. Stad nazwa “boole’owskie”.
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Zatozenia w klasycznym IR

Zaktada sie:

o wysoka jakos¢ tekstow w korpusie (przygotowane przez ludzi)

@ brak zaszumienia i jednorodnos¢ dokumentéw (jezyk, rozmiar, format,
etc.)

@ brak czynnika “wrogosci”

Zatozenia te s istotne dla modelu - warunkuja metody wyszukiwania. Nie
s one spetnione np. w WWW (WIR).
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Problem nadmiaru wynikéw w “boolowskim™ IR

Do tej pory zajmowalismy sie gtéwnie tym, jak obliczy¢ zbi6r wszystkich
dokumentéw, ktére zawieraja stowa kluczowe wg zapytania.

W praktyce, bardzo istotnym problemem jest nadmierna ilos¢ dokumentdéw
spetniajaca kryteria wyszukiwania, przy ograniczonych mozliwosciach ich
prezentacji i przetworzenia przez uzytkownika. Co zrobi¢, gdy np. doktadnie
10000 dokumentéw spetnia zapytanie? (przy czym, zauwazmy, ze kazdy
dokument spetnia “tak samo dobrze” zapytanie - stad wtasnie nazwa:
“boolowski”) Jak wybra¢ dokumenty do prezentacji? W czystym modelu
“boolowskim” nie ma dobrego naturalnego rozwigzania tego problemu.

Oméwimy teraz jak rozszerzy¢ model by rozwigzac ten istotny problem.
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Ranking Wynikéw

Najpopularniejszym sposobem na rozwiazanie problemu ograniczonych
mozliwosci prezentacji i przetwarzania wynikéw wobec ich nadmiaru w
modelu “boolowskim” jest uporzagdkowana forma prezentacji.

Dla kazdego dokumentu, spetniajacego kryteria zapytania, obliczana jest
tzw. miara odpowiedniosci (ang. relevance measure) i nastepnie
wszystkie dokumenty s3 prezentowane w kolejnosci od “najbardziej
odpowiadajacego” zapytaniu do “najmniej odpowiadajacego”.

W ten sposdb “sztywny” model “boolowski” zastgpiony jest nieco bardziej
“rozluznionym”, gdzie dokumenty moga pasowa¢ “bardziej” lub “mniej” do
zapytania.
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Miara odpowiednio$ci oparta na podobienstwie tekstowym:
model wektorowy

Miare odpowiednio$ci (ang. relevance) wylicza sie m.in. na podstawie
podobienstwa tekstowego pomiedzy reprezentacjy zapytania a reprezentacja
dokumentu.

W szczegdlnosci, podobienstwo tekstowe mozna oprzeé na tzw. modelu

wektorowym.
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TF/IDF
Model wektorowy, TF/IDF

Kazdy dokument to wektor. Osie (wymiary) odpowiadaja tokenom.

Wspétrzedna t dokumentu d zalezy od dwéch rzeczy:
o Czestos¢ termu w dokumencie: TF(d,t)

e Odwrotnos¢ ilosci dokumentéw zawierajacych t: IDF(t)

Intuicja dla IDF(t) - nie wszystkie tokeny maja réwna wartosé
dyskryminacyjna - jesli token pojawia sie w bardzo wielu dokumentach, jego
wartos¢ informacyjna jest niska.

Ogdlniej, im wiecej dokumentéw zawiera token t, tym mniej niesie on
informacji.
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TF/IDF
Czestos¢ dokumentu TF(d,t)

Klasycznie jest to liczba wystapien termu t w dokumencie d ( ozn. n(d,t) )
podzielona przez czynnik normalizacyjny.

Czynnik normalizacyjny N(d) (przyktady):
o dtugos¢ dokumentu: N(d) =3 _n(d,T)
@ maksymalna czesto$¢ wystapien tokenu w dokumencie:
N(d) = max.n(d,T)

Wzér na TF(d,t) jest wtedy postaci: TF(d,t) = n(d,t)/N(d)
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TF/IDF
Przyktad: wariant TF(d,t)

Np. w systemie SMART (Cornell University) uzyto nieco innej miary:

B 0 n(d, t) ==
TF(d,t) = {1 + log(1 + log(n(d, t))) w.p-p-
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IDF(t)

Wielkos¢ IDF(t) maleje ze wzrostem ilosci dokumentéw zawierajacych t.
D - zbiér wszystkich dokumentéw w kolekcji, D; - zbiér dokumentéw
zawierajacych t

Definition

IDF(t) = log 212!

1
1+|D¢|

Uzywa sie tez innych wariantéw funkgji %
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Model TF-IDF

Ostatecznie, w modelu wektorowym TF-IDF reprezentacji dokumentéw,
dokument-wektor d ma na kazdej wspétrzednej t wartos¢:

Definition

d(t) = TF(d,t)- IDF(t) J
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Reprezentacja zapytania

Zapytanie q tez moze by¢ reprezentowane w takim samym modelu (tzn.
jako wektor indeksowany tokenami ze stownika).

Wtedy ranking dokumentéw w odpowiedzi na zapytanie ¢ oblicza sie
stosujac miary podobienstwa wektoréw.
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Miary bliskosci dokumentéw i zapytan
Miary podobienstwa wektoréw

Podstawowymi miarami (nie)podobiefnstwa wektoréw (np. d i q) sa:

o odlegtos¢ wektoréw |d — g| (niepodobienstwo)

@ kosinus kata miedzy wektorami cos(d, q) (podobienstwo)
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Miary bliskosci dokumentéw i zapytan
Odlegtos¢ wektoréw

Odlegtos¢ euklidesowa dana jest wzorem:

Definition
1d— gl = /S (40 — a2 J

(mozna tez bra¢ sume modutéw réznic - tzw. “metryka miejska”)

Zauwazmy, ze przy takiej mierze dtugie dokumenty sa poszkodowane - sg
“dalej” od (z zasady krétkich) zapytan.

Aby to poprawié, stosuje sie normalizacje dtugosci dokumentéw.
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Miary bliskosci dokumentéw i zapytan
Kosinus kata miedzy wektorami

Mierzy podobienstwo kierunku wektoréw. Im podobniejsze wektory tym
mniejszy kat miedzy nimi (a tym samym wiekszy kosinus). Dla
identycznych: 1, dla prostopadtych: 0 (zauwazmy: boolowski operator
negacji!)

d-q

Definition
cos(q,d) = a1 J

W tym wypadku, z kolei, krétsze dokumenty sa poszkodowane, gdyz jest
mniejsza szansa na zawieranie tokendw z zapytania.
Mimo to, czesciej uzywa sie miar bazujacych na kosinusie niz na odlegtosci.
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Ewaluacja Systemu IR

Petnos¢ (ang. Recall)
Petnos¢ na pozycji k (ang. “at k")
Precyzja (ang. Precision)

Precyzja przecietna

F-miara (ang. F-measure)
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el P
Recall/Precision: Pojecia pomocnicze

Kolekcja D wszystkich N dokumentéw i zapytanie g.
® Returnedy - zbiér dokumentéw zwréconych przez system na zapytanie
g.
@ Rely - zbiér wszystkich dokumentéw w kolekgji istotnie odpowiednich
dla zapytania q (ang. relevant to q)

® R, - uporzadkowana lista wynikéw zapytania zwrécona przez system

® Ry[i] - i-ty dokument na powyzszej liscie

o relg(i) = |Rq[i] € Relg] (“czy i-ty zwrécony dokument jest
odpowiedni”)

Marcin Sydow (Web Mining Lab, PJWSTWyszukiwanie i Przetwarzanie Informacji 18 / 30



Ewaluacja Systemu IR Recall /Precision

Recall
Definition
__ |ReturnedgNRelg|
Recally = W J

Czyli: “jaki procent wszystkich odpowiednich dokumentéw zwrécit system”.

Rzadziej uzywane: “Recall @ k" (“Recall at k"):

Definition
Recallq(k) = ﬁ Zlgigk relg(i) J

Czyli: “jaki procent z wszystkich odpowiednich dokumentéw jest na
pierwszych k pozycjach”. Przyjmuje bardzo niskie wartosci dla niskich k i
bogato reprezentowanych zapytan.
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el P
Precyzja (ang. precision)

Definition

Precision. — |ReturnedgNRelg|
q— Returnedq

Czyli: “jaki procent zaprezentowanych wynikéw jest rzeczywiscie
odpowiedni”

Precision @ k (bardzo wazna dla wyszukiwarek!):
Definition J

Precisiong(k) = %Zlgigk relg(i)

Czyli: jaki procent pierwszych k wynikéw jest rzeczywiscie odpowiednich
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Ewaluacja Systemu IR

Inne pochodne miary

Definition

F-miara (ang. F-measure):

__ 2.PR
F=%r
Definition

Przecietna precyzja:

.. _ 1 ..
averagePrecisiong = go > _1<k<|Returned,| "ela(k) x Precisiong(k)
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Ewaluacja Systemu IR Recall /Precision

Podsumowanie Precision/Recall

Recall: (bogactwo wynikéw) jak duzo odpowiednich wynikéw system
wychwycit sposréd dostepnych.

Precision: (czystos¢ wynikéw) jak duzo sposréd wychwyconych wynikéw
jest odpowiednich.

W wyszukiwarkach wazne sa te wartosci szczegélnie dla k pierwszych
pozycji (gdzie k to ilos¢ wynikéw np. na pierwszym ekranie)

Mozna powiedzie¢, ze zbieracz (ang. crawler) i indeks dba o wysoka
wartos¢ Recall. Natomiast algorytmy rankingowe dbaja o wysoka wartos¢
Precyzji.

Naturalnie, Recall nie mozna obliczy¢ dla catego WWW (ewentualnie dla
jego zindeksowanej pod-kolekcji).
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el P
Zaleznos¢ Recall/Precision

Ustalmy zestaw progéw np. 0, 0,1, 0,2, ..., 1. Ustalmy zapytanie q i
uporzadkujmy wszystkie dokumenty z kolekcji. Dla kazdego progu mozna
wtedy zmierzy¢ jaka jest najwyzsza precyzja dla dowolnej wartosci Recall
wiekszej lub réwnej od danego progu (dla Recall 0 przyjmuje sie wartos¢
precyzji 1). Nazywa sie to (ang.) “Interpolated Precision”.

Mozna wtedy zrobi¢ wykres (x: progi, y: precyzja) — zwany
Precision/Recall.

Mozna tez usredni¢ te wartosci po pewnym zbiorze zapytan Q.

Dobry algorytm rankingowy sprawia, ze krzywa nie jest nigdzie rosnaca.
Mozna w ten sposéb poréwnywac systemy: np. krzywa lezaca powyzej
oznacza lepszy system (mozna réwniez poréwnywaé pola pod krzywymi)
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Przyktady innych modeli wyszukiwania
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Inne warianty IR

Wyszukiwanie na podstawie przyktadu

Jesli dokumenty nie s3 tekstem, ale np. plikami graficznymi lub
muzycznymi, mozna zastosowaé metode wyszukiwania na podstawie
“przyktadu” (ang. query by example) . Doktadnie;j:
@ korpus sktada sie z dokumentéw multimedialnych okreslonego typu
(np. pliki grafiki 2-D)

@ zapytanie q jest réwniez plikiem takiego samego typu

W modelu takim, zapytanie jest interpretowane nastepujaco: “znajdz
dokumenty podobne do q". System oblicza wtedy (np. na podstawie
pewnych atrybutéw q i dokumentéw z korpusu, takich jak spektrum
koloréw, ksztatty, etc.) pewna miare podobienstwa miedzy q i
dokumentami i zwraca te ostatnie posortowane niemalejaco wg wartosci tej
miary.
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Wyszukiwanie XML

W przeciwiefistwie do wyszukiwania w bazach danych, wyszukiwanie w
kolekcjach dokumentéw tekstowych czy WWW dotyczy dokumentéw
bardzo stabo ustrukturyzowanych.

Pewnga forma posrednia w sensie stopnia ustrukturyzowania jest
wyszukiwanie w kolekcjach o wyraZniejszej strukturze niz “wolny” tekst i
jednoczesnie stabszej niz w bazach daych. Przyktadem takich kolekcji s3
kolekcje dokumentéw XML (Extensible Markup Language), gdzie stosuje
sie pewne specjalne techniki (m.in. zwigzane z eksploracja struktury
drzewa dokumentu XML).
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Wyszukiwanie Semantyczne

Ostatnio, rosnaca role maja tzw systemy “wyszukiwania semantycznego:
@ baza wiedzy (np. w formie grafu wiedzy typu RDF)
@ zapytanie (np. w jezyku SPARQL)

Na razie systemy te sg w fazie prototypéw, ale pozwalaja na formutowanie

catkiem ztozonych zapytan typu “semantycznego”, bedacych poza
mozliwosciami klasycznych wyszukiwarek WWW, np.:

“Podaj nazwe miasta, gdzie zmarta polska badaczka, ktéra w XX w.
dostata te sama prestizowg nagrode co Niels Bohr.”

Powyzsze zapytanie jest praktycznie nie do wykonania w klasyczne;j
wyszukiwarce.
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Lektury

Uzupetni¢ wiedze mozna np. w ponizszych publikacjach:

Podstawy IR s3 opisane w klasycznych pozycjach:

o G.Salton et al. “Introduction to Modern Information Retrieval”,
McGraw-Hill, 1983

o W.B. Frakes, R. Baeza-Yates “Information Retrieval: Data Structures
and Algorithms”, Prentice Hall, 1992

Tworzenie i kompresje indeksu opisano w ksigzce:

e |.H. Witten, A. Moffat, T.C. Bell “Managing Gigabytes: Compressing
and Indexing Documents and Images”, Morgan Kaufmann, 1999

Poniewaz materiat tej prezentacji jest podstawowy, nie wymienia sie tutaj
specjalistycznych publikacji naukowych.
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Na zaliczenie tego wyktadu:

O dlaczego model “boolowski” jest rozszerzany o ranking wynikéw?
@ czynniki uwzgledniane przy obliczaniu “odpowiedniosci” tekstowe;
© model wektorowy dla tekstu

@ miary podobienstwa wektoréw

@ TF/IDF

O ewaluacja systemu

@ precyzja

Q petnosé

@ pochodne miary ewaluacji (np. F-miara)

@ dokumenty nietekstowe: wyszukiwanie na podstawie “przyktadu”
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Dziekuje za uwage

Dziekuje za uwage.
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